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前言 

 这门课程目标旨在帮助学生掌握机器学习的基本概念、研究方法，了解未来的发展趋势，

为今后在该领域的深入研究打下基础。通过本课程的学习，使学生了解和掌握机器学习的基

本概念、思想、方法，初步学习和掌握使用机器学习方法解决实际问题的能力，为今后进一

步的学习奠定基础。 

 使用方法：建议配合人工智能现代方法 PPT 一起。 

第一章：人工智能与机器学习引论 

什么是人工智能: 

wiki:由机器展示的智能。在计算机科学中，人工智能研究领域将自己定义为对于“智能体”的

研究：任何能够感知环境、采取行动最大化其在某个目标上成功机会的机器。 

 人工智能找寻一种方法，将智能映射到机械硬件，并使一个结构进入该系统以形式化思

维。 

为什么需要人工智能: 

应用：曲线拟合、图像分类、下棋； 

人工智能是关于数据、知识、智能的科学。 

什么是机器学习: 

三大要素：T、P、E 

对于某种任务 T、性能度量 P，一个及其程序被认为可以从经验 E 中学习指：利用经验 E，

它在任务 T 上由性能度量 P 衡量的性能提升。 

T：智能系统执行的、实现目标的工作 或 智能系统处理一个样本（对象中已量化特征）的

工作。 

 e.g.分类、输入缺失分类、回归、转录、翻译、结构输出（输出变量之间关系）、异常检

测、合成和采样、缺失值填补、去噪、密度估计 

P：性能度量用来描述机器学习算法能力，与任务相关，不一定能精确定义其性能度量。 

 e.g.分类正确率，概率估计， 

E：经验是人们知识积累、经验就是数据集，数据点的集合 

 

机器学习发展历史： 

56 年达特茅斯会议-70 年推理期（自动定理证明）-90 年知识期（专家系统）-至今自动学
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习期（归纳、强化、类比、示教学习） 

 

机器学习典型应用： 

图像理解：目标检测与识别、图像分割、语义描述。 

视频理解：车辆识别、人体姿态估计、行为跟踪。 

机器学习与机器人、机器学习与医疗、机器学习与网络、机器学习翻译、机器学习与金融。 

 
人工智能(机器展示智能)>机器学习（数据获取知识）>深度学习（实现方式：神经网络） 

第二章 

矩阵论： 

理解：这部分都是老生常谈的。 
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基本概念： 

标量(点)：单独的数字 

向量（线）：一组有序排列的数字，表示空间中一点 

矩阵（面）：二维数组𝐴 ∈ 𝑅𝑚∗𝑛 

张量（体）：一个数组中元素分布在若干维坐标的规则网络中𝐴 ∈ 𝑅𝑚∗𝑛∗𝑘∗… 

 

线性相关：非零线性组合后可以出现 0 向量。 

 线性组合：每个向量乘对应标量之后的和。∑ 𝑐𝑖𝑣
𝑖

𝑖  

 矩阵的秩：线性无关的行/列的最大数量 

生成子空间：原始向量线性组合后能抵达的点的集合。 

范数：衡量向量的大小，性质：{

1.正定性：f(x) = 0 → x = 0

2.三角不等式：f(x + y) ≤ f(x) + f(y)

3.正齐次性：f(ax) = |a|f(x)

 

 𝐿𝑝范数：||𝑥||
𝑝
= (∑ |𝑥𝑖|

𝑝
𝑖 )

1

𝑝,其中𝑝 ∈ 𝑅,𝑝 ≥ 1 

 常见范数：𝐿2范数、𝐿1范数、𝐿∞范数(最大范数) 

概率论： 

理解：这部分也是老生常谈的。 

用概率原因：{
1.确定性是不确定性的特例

2.人工智能要处理不确定量、随机量
 

 概率：对一个或多个事件发生可能性大小的度量。 

 AI 领域：进行系统推理、分析系统行为。 

随机变量：可以随机取不同值的变量。 

 分类：离散、连续 

概率分布：描述随机变量或一簇随机变量在每个可能状态可能性大小。 

 离散->概率质量函数；连续->概率密度函数 

概率质量函数（PMF）：将随机变量能取得的每个状态映射到随机变量取得状态的概率 

𝑝(𝒙 = 𝑥): 𝑥~𝑝(𝒙) 

 可同时作用于多个随机变量，多个变量的概率分布被称为联合概率分布。 

 {

1. P 的定义域是 x 所有可能状态的集合

2. ∀x ∈ X, 0 ≤ p(x) ≤ 1

3.∑ 𝑝(𝑥) = 1x∈X

 

 

概率密度函数（PDF）：描述连续随机变量 x 的概率分布，并不是特定状态的概率，而是区

域概率。 

𝑃(𝑥 ∈ [𝑎, 𝑏]) = ∫ 𝑝(𝑥)𝑑𝑥
𝑏

𝑎
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 要满足条件：{

1. P 的定义域是 x 所有可能状态的集合

2. ∀x ∈ X, 0 ≤ p(x),

3. ∫ 𝑝(𝑥)𝑑𝑥
∞

−∞
= 1

 

 

累计分布函数（CDF） 

𝑃(𝑥) = ∫ 𝑝(𝑥)𝑑𝑥
𝑥

−∞

 

 

边缘概率：定义在一组变量的子集上的分布。 

∀𝑥 ∈ 𝑋, 𝑃(𝑋 = 𝑥) =∑𝑃(𝑋 = 𝑥, 𝑌 = 𝑦)

𝑦

; 𝑝(𝑥) = ∫ 𝑝(𝑥, 𝑦)𝑑𝑦 

条件概率：某事件在其他事件发生时出现的概率。 

𝑃(𝑌 = 𝑦|𝑋 = 𝑥) =
𝑃(𝑌 = 𝑦, 𝑋 = 𝑥)

𝑃(𝑋 = 𝑥)
, 𝑃(𝑋 = 𝑥) > 0 

 

两变量相互独立： 

∀𝑥 ∈ 𝑋, 𝑦 ∈ 𝑌, 𝑝(𝑋 = 𝑥, 𝑌 = 𝑦) = 𝑝(𝑋 = 𝑥)𝑝(𝑌 = 𝑦) 

两变量条件独立： 

∀𝑥 ∈ 𝑋, 𝑦 ∈ 𝑌, 𝑧 ∈ 𝑍, 𝑝(𝑋 = 𝑥, 𝑌 = 𝑦|𝑍 = 𝑧) = 𝑝(𝑋 = 𝑥|𝑍 = 𝑧)𝑝(𝑌 = 𝑦|𝑍 = 𝑧) 

 

概率论基本原理： 

 对称原理：𝑝(𝑥, 𝑦) = 𝑝(𝑦, 𝑥) 

 乘法原理：𝑝(𝑥, 𝑦) = 𝑝(𝑥|𝑦)𝑝(𝑦) 

 加法原理：离散变量、连续变量 

 

期望：在概率分布𝑝(𝑥)下，函数𝑓(𝑥)的平均值被称为𝑓(𝑥)的期望。 

𝐸𝑥[𝑓] =∑𝑝(𝑥)𝑓(𝑥)

𝑥

 

𝐸𝑥[𝑓] = ∫ 𝑝(𝑥)𝑓(𝑥)𝑑𝑥 
 若 x,y 独立，𝐸[𝑥𝑦] = 𝐸[𝑥]𝐸[𝑦] 

 

方差：度量了𝑓(𝑥)在均值𝐸𝑥[𝑓]附近变化性的大小 

𝑉𝑎𝑟(𝑓) = 𝐸[(𝑓(𝑥) − 𝐸[𝑓(𝑥)])2] = 𝐸[𝑓(𝑥)2] − 𝐸[𝑓(𝑥)]2 

 

协方差（相关性系数）：表示多大程度函数𝑓(𝑥)和函数𝑔(𝑦)共同变化 
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𝐶𝑜𝑣(𝑓(𝑥), 𝑔(𝑦)) = 𝐸[ (𝑓(𝑥) − 𝐸[𝑓(𝑥)]) ∗ (𝑔(𝑦) − 𝐸[𝑔(𝑦)]) ] 

 如果 x、y 相互独立，他们协方差为 0；协方差为 0 两随机变量不相关。 

 独立一定不相关，不相关未必独立。 

 

贝叶斯定理： 

𝑝(𝑦|𝑥) =
𝑝(𝑥|𝑦)𝑝(𝑦)

𝑝(𝑥)
 

 𝑝(𝑦):先验概率；𝑝(𝑦|𝑥)：后验概率；𝑝(𝑥|𝑦)：似然函数。 

 

高斯分布： 

𝑁(𝑥|𝜇, 𝜎2) = √
1

2𝜋𝜎2
exp (−

1

2𝜎2
(𝑥 − 𝜇)2)  

 𝐸[𝑥] = ∫ 𝑁(𝑥|𝜇, 𝜎2)𝑥𝑑𝑥 = 𝜇 

 𝐸[𝑥2] = ∫ 𝑁(𝑥|𝜇, 𝜎2)𝑥2𝑑𝑥 = 𝜇2 + 𝜎2 

 𝑣𝑎𝑟(𝑥) = 𝐸[𝑥2] − 𝐸[𝑥]2 = 𝜎2 

 多维： 

𝑁(𝒙|𝝁, 𝚺2) =
1

(2𝜋)𝐷/2
1

|𝚺|1/2
 exp (−

1

2
(𝒙 − 𝝁)𝑇|𝚺|−1(𝒙 − 𝝁)|)  

信息论： 

理解：通过信息论概念（熵、交叉熵）导出误差的产生、求解方法。（主要记住 KL 散度） 

研究：对一个信号包含多少信息的多少进行量化。 

 机器学习中被用来描述概率分布或量化概率分布之间的相似性。 

基本想法：一个不太可能的事情发生要比一个非常可能的事情发生提供更多的信息。 

 {

1.单调性：概率越大的事件，信息量越小。

2.非负性：一个事件的信息大于等于 0。

3.可加性：多个独立事件总的信息量为各事件信息的和。

 

自信息（随机事件的信息量）：ℎ(𝑥) = − ln𝑝(𝑥)【概率越小所含信息越大】 

𝑝(𝑥, 𝑦) = 𝑝(𝑥)𝑝(𝑦) → ℎ(𝑥, 𝑦) = ℎ(𝑥) + ℎ(𝑦) 

 

熵：描述系统的混乱程度；定义在一个概率分布之上，对于概率分布随机性进行度量，反映

一组数据包含信息量的大小。 

 取值：对于信息量进行加权和。（对随机变量取每个值的信息量的数学期望） 

 信息熵是信息量的期望，就是平均而言发生一个事件我们得到信息量的大小: 

  离散型： 

𝐻(𝑝) = 𝐸𝑥[− ln 𝑝(𝑥)] = −∑𝑝𝑖 ln 𝑝𝑖

𝑛

𝑖=1

=∑𝑝𝑖
1

ln 𝑝𝑖

𝑛

𝑖=1

;  𝑝𝑖 = 𝑝(𝑥𝑖) 

  连续型： 
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𝐻(𝑝) = −∫ 𝑝(𝑥) ln 𝑝(𝑥)𝑑𝑥
∞

−∞

 

 

交叉熵：定义于两个概率分布之上，反映两个概率分布的差异程度。 

 交叉熵是用来衡量在给定的真实分布下，使用非真实分布所指定的策略消除系统的不确

定性所需要付出的努力的大小。 

 机器学习时候要拟合分布，所以可以用交叉熵构造损失函数。 

 离散： 

𝐻(𝑝, 𝑞) = 𝐸𝑝[− ln 𝑞] = −∑𝑝(𝑥) ln 𝑞(𝑥)

𝑥

=∑𝑝(𝑥)
1

ln 𝑞(𝑥)
𝑥

 

 连续： 

𝐻(𝑝, 𝑞) = 𝐸𝑝[− ln 𝑞] = −∫ 𝑝(𝑥) ln 𝑞(𝑥)𝑑𝑥
∞

−∞

 

 具有不对称性：𝐻(𝑝, 𝑞) ≠ 𝐻(𝑞, 𝑝) 

 

kullback leibler(KL)散度/相对熵/信息增益：用于衡量两个概率分布之间的差距。 

相对熵 = 某个策略的交叉熵（p->q 付出努力大小） - 信息熵(p 平均信息量) 

 

 离散： 

𝐷𝐾𝐿(𝑝||𝑞) =∑𝑝(𝑥) ln
𝑝(𝑥)

𝑞(𝑥)
𝑥

=∑𝑝(𝑥)
1

ln 𝑞(𝑥)
𝑥

−∑𝑝(𝑥)
1

ln 𝑝(𝑥)
𝑥

; 

 连续： 

𝐷𝐾𝐿(𝑝||𝑞) = ∫ 𝑝(𝑥) log
𝑝(𝑥)

𝑞(𝑥)

∞

−∞

𝑑𝑥 

其值越大说明两概率分布的差距越大；当两个分布完全相等时 KL 散度值为 0 

 具有不对称性：𝐷𝐾𝐿(𝑝||𝑞) ≠ 𝐷𝐾𝐿(𝑞||𝑝) 

 如果分布相同：𝐷𝐾𝐿(𝑝||𝑞) = 0 

 有非负性：𝐷𝐾𝐿(𝑝||𝑞) > 0;当𝑥 > 0 时有 ln 𝑥 ≤ 𝑥 − 1 

交叉熵是相对熵的一种特殊情况,即 p(x)分布是已知的,因而导致公式的后半部分为常数项。 

 

Jensen-Shannon 散度：（对于两概率加和后做平均） 钱
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𝐷𝐽𝑆(𝑝||𝑞) =
1

2
𝐷𝐾𝐿(𝑝||𝑚) +

1

2
𝐷𝐾𝐿(𝑞||𝑚) 

其中：𝑚(𝑥) =
1

2
(𝑝(𝑥) + 𝑞(𝑥)) 

 𝑚(𝑥)是这两个概率质量函数或概率密度函数的均值。 

 JS 散度描述两概率分布之间的差异，且具有对称性。 

基本概念： 

理解：数据、验证方式、学习方式、误差产生、误差求解（最大似然估计）；这部分了解就

好。 

数据集：{

1.测试集−测试误差

2.验证集−验证误差

3.训练集−训练误差

 

交叉验证技术（cross-validation）： 

 k 折(k-fold)交叉验证技术将样本均匀分成 k 份，轮流用其中 k-1 份做训练集，剩下一份

做训练集，用 k 次统计的性能指标作为最后的性能指标。 

 
泛化能力（generalization）：一个算法在之前未观测数据上执行某种任务的能力。 

 最终目标：在测试集上有更小的误差。 

独立同分布假设：理论上独立同分布训练集、测试集有相同误差； 

 现实中测试集误差>训练集误差。 

好坏判断：{
1.训练误差小。

2.训练误差与测试误差之间差距小。
 

模型容量（Capacity）：拟合函数的能力 

 {
1.容量低的模型很难拟合训练集

2.容量高的模型记住不适用于测试集的训练集的性质。
 

过拟合、欠拟合（模型好坏）：  钱
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 过拟合原因：{

1.模型过于复杂，拟合噪声了；需要进行剪枝

2.训练样本少、缺乏代表性、增加样本数

3.训练样本噪声干扰

 

 欠拟合原因：模型简单，特征数太少无法确定正确的映射关系。 

正则化（Regularization）：防止过拟合可以给损失函数加一个惩罚项，对复杂模型进行惩罚，

让模型参数值尽可能小，使模型更简单，提高泛化性。 

 𝐿2正则化：𝐿2范数的平方：𝐽(𝚯) = 𝐿(𝚯;𝑋, 𝑌) +
𝜆

2
𝚯𝑇𝚯 

 

有/无/弱监督学习：{
1.训练数据包含样本数据与标记或目标为有监督学习

2.训练数据只包含样本数据而无标记或目标为无监督学习
 

 有监督学习：样本带标签、模型实现特征向量到标签值的映射𝑦 = 𝑓(𝒙) 

  监督信号：{
1.分类问题−标签值为整数编号

2.回归问题−标签值为实数
 

  有监督机器学习模型：

{
 
 

 
 1.生成模型：对 p(𝐱, y)或 p(𝐱|y)进行建模

即对样本的特征向量服从某种概率分布建模

2.判别模型：对后验概率 p(y|𝐱)进行建模

或直接预测 y = f(x)
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 判别式模型举例：要确定一个羊是山羊还是绵羊，用判别模型的方法是从历史数据中

学习到模型，然后通过提取这只羊的特征来预测出这只羊是山羊的概率，是绵羊的概率 

 生成式模型举例：利用生成模型是根据山羊的特征首先学习出一个山羊的模型，然后

根据绵羊的特征学习出一个绵羊的模型，然后从这只羊中提取特征，放到山羊模型中看概

率是多少，在放到绵羊模型中看概率是多少，哪个大就是哪个。 

 

 无监督学习：样本没有标签值，没有训练过程，机器学习算法直接对样本进行处理，得

到某种结果。 

  算法细分：{
聚类问题−无监督分类，将一组样本划分成多个子集。

数据降维问题−将向量映射到更低维的空间。
 

 弱监督学习：数据标注成本过高，很多任务难以获得全部真值标签，无监督学习困难。

用较弱的监督信息来构建预测模型 

  分类：{

𝟏.不完全监督：训练集数据中只有一部分给了标签 

𝟐.不确切监督：训练数据只给出了粗粒度标签

𝟑.不精确监督：给出标签不总是正确的

 

 

参数估计理解：参数估计首先假定出模型符合某种概率分布，再计算𝜃为何值时可以最大化

整个概率，即通过改变𝜃来最大化概率。 

最大似然估计（MLE）：模型学习中参数估计一般准则的最常用的一种。 

频率学派：他们认为模型参数是个定值（世界是确定的），希望通过类似解方程组的方式从
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数据中求得该未知数。（通常用于判别模型） 

 m 个独立同分布样本：𝑿 = (𝒙1, …𝒙𝑚)；分布：𝑝(𝒙,𝜽),𝜽的最大似然估计： 

𝜽𝑴𝑳 = 𝑎𝑟𝑔𝑚𝑎𝑥𝜃  𝑝(𝑿; 𝜽) = 𝑎𝑟𝑔𝑚𝑎𝑥𝜃 Π𝑖=1
𝑚 𝑝(𝒙𝒊; 𝜽) = 𝑎𝑟𝑔𝑚𝑎𝑥𝜃  ∑log𝑝(𝒙𝒊; 𝜽)

𝑚

𝑖=1

 

= 𝑎𝑟𝑔𝑚𝑎𝑥𝜃  𝐸𝑥~�̂�𝑑𝑎𝑡𝑎 log 𝑝(𝒙; 𝜽) = 𝑎𝑟𝑔𝑚𝑖𝑛𝜃 − 𝐸𝑥~�̂�𝑑𝑎𝑡𝑎 log 𝑝(𝒙; 𝜽) 

 上一步的加和，本质上是对于符合𝒙分布的𝒙(𝒊)的加和，即𝒙概率密度越大的地方𝒙(𝒊)出现

次数越多，出现频率越高，对应着就是在求期望。 

 换一种说法，对于𝒙进行随机采样得到的𝒙(𝒊)符合𝒙自己的分布，所以，最大化采样后所

有𝒍𝒐𝒈 𝒑(𝒙𝒊; 𝜽)值加和等价于最大化期望。 

 𝐷𝐾𝐿(�̂�𝑑𝑎𝑡𝑎||𝑝) = 𝐸𝑥~�̂�𝑑𝑎𝑡𝑎[log �̂�𝑑𝑎𝑡𝑎(𝒙) − log𝑝(𝒙)]最小化 KL 散度 

条件最大似然估计： 

 估计条件分布𝑝(𝒚|𝒙;𝜽) 

𝜽𝑴𝑳 = argmax
𝜃
𝑝(𝒀|𝑿;𝜽) = argmax

𝜃
∑log𝑝(𝒚𝒊|𝒙𝒊; 𝜽)

𝑚

𝑖=1

 

最大后验估计(Maximun A Posteriori)：根据经验数据获得对难以观察的量的估计。 

贝叶斯学派：他们认为模型参数源自某种潜在分布（世界是不确定的），希望从数据中推知

该分布。对于数据的观测方式不同或者假设不同，那么推知的该参数也会因此而存在差异。

（通常用于生成模型） 

𝜽𝑴𝑨𝑷 = argmax
𝜃
𝑝(𝜽|𝑿) = argmax

𝜃
𝑝(𝑿|𝜽)𝑝(𝜽) = argmax

𝜃
(log 𝑝(𝑿|𝜽) + log𝑝(𝜽)) 

 

e.g.对于 N 个输入数据𝑥 = (𝑥1, … , 𝑥𝑁)其对应𝑡 = (𝑡1, … , 𝑡𝑁),求𝑦(𝑥,𝝎) = ∑ 𝜔𝑗𝑥
𝑗𝑀

𝑗=0  

 首先确定数据分布 

 1.假设数据分布符合高斯函数：𝑝(𝑡|𝑥,𝛚, 𝜎) = 𝑁(𝑡|𝑦(𝑥,𝝎), 𝜎2) 

 2.似然函数：𝑝(𝒕|𝒙,𝝎, 𝜎) = Π𝑛=1
𝑁 𝑁(𝑡𝑛|𝑦(𝑥𝑛,𝝎), 𝜎

2) 

 套用极大似然估计求解 

 3.条件最大似然估计：(𝝎, 𝜎)𝑀𝐿 = argmax
𝝎,𝜎

∑ log𝑝(𝑡𝑛|𝑥𝑛,𝝎, 𝜎)
𝑁
𝑛=1  

→ argmax
𝜔,𝜎

∑log𝑝(𝑡𝑛|𝑥𝑛, 𝝎, 𝜎)

𝑁

𝑛=1

= argmax
𝜔,𝜎

∑log√
1

2𝜋𝜎2
exp (−

1

2𝜎2
(𝑥𝑛 − 𝑦(𝑥𝑛,𝝎))

2
)

𝑁

𝑛=1

 

= argmax
𝜔,𝜎

−
𝑁

2
log𝜎2 −

𝑁

2
log2𝜋 −∑

(𝑦(𝑥𝑛, 𝝎) − 𝑡𝑛)
2

2𝜎2

𝑁

𝑛=1

= argmax
𝜔,𝜎

(𝑦(𝑥𝑛,𝝎) − 𝑡𝑛)
2 

 对于𝝎求导，得到最终结果；其等价于𝑀 ×𝛚 = 𝒀 → 𝑴𝑻 ×𝑴×𝝎 = 𝑴𝑻 × 𝒀;𝑴𝒊𝒋 = 𝒙𝒊
𝒋 钱
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第三章：概率图模型与马尔科夫随机场 

一.概率图模型 

理解：概率图模型之前讲过，和贝叶斯网络、马尔科夫随机场的上层概念。用图的方式表示

联合概率。 

 {
1.概率是对一个或多个事件发生可能性大小的度量

2.概率图表达了多个变量的联合概率分布
 

 {
1.加法定理：p(x) = ∑ 𝑝(𝑥, 𝑦)y

2.乘法定理：p(x, y) = p(y|x)p(x)
 

概率图基本概念： 

{

1.概率图包含节点和边，每个节点表示一个(组)随机变量，边表示变量之间的概率关系

2.概率图以可视化的方式表达了多个随机变量之间的依赖关系，每个概率图是图中所有变量联合分布

3.概率图分为有向图和无向图。无向图中边无方向，也称作马尔科夫随机场。

 

有向图/贝叶斯网络：有向图中边有明确的方向。 

有向图所有变量的联合分布：（每个节点以其所有父节点为条件概率分布乘积） 

𝑝(𝑋) = Π𝑘=1
𝐾 𝑝(𝑥𝑘|𝑝𝑎𝑟(𝑥𝑘)) 

e.g.  

马尔科夫随机场：无向图中的边没有方向，连接两个节点。 

 团：无向图中节点的子集，任意两点都有边相连。 

 极大团：一个团再增加图中任何一个其他节点都不成为团。 

无向图的联合概率分布：（可以写作图的最大团块的势函数的乘积） 

𝑝(𝒙) =
1

𝑍
Π𝑐ψC(𝒙𝐶); 𝐶:团; 𝐱c:团中变量集合;ψC(𝒙𝐶):势函数 

𝑍:分割函数，确保𝜓𝐶(𝒙𝐶) ≥ 0 时𝑝(𝒙) ≥ 0;→ 𝑍 =∑Π𝐶𝜓𝐶(𝒙𝐶)

𝑥

 

二.马尔科夫随机场 

理解：介绍随机场的基本概念，包括其包含的位点空间𝑆、相空间Λ、以及由Λ, 𝑆构成的随机

场，以及每一个位点构成的近邻系统，以及马尔科夫随机场的（局部）特征。 

钱
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随机场基本概念：

{
 
 
 
 

 
 
 
 1.位点空间：有限元集合 S = {s1, s2, … , sm}表示位点(sites)的集合

e. g.时间集合、空间坐标集合。

2.相空间：有限元素集合 Λ = {λ1, … , λn},随机变量的取值空间

e. g.颜色、类别、几何属性

3.随机场：位置空间中每一个位点从相空间Λ中取值的随机变量集合

𝑿 = {𝑥(𝑠)|𝑠 ∈ 𝑆, 𝑥(𝑠) ∈ Λ}

4.组合空间：Λs = Λ1 ×…× Λm表示所有位点 S 的取值空间

 

随机场的一般性质： 

 给定一个组合变量 x 和一个子集𝑨 ∈ 𝑺，我们将部分组𝒙(𝑨)定义为： 

𝒙(𝑨) = {𝑥(𝑠)|𝑠 ∈ 𝐴, 𝑥(𝑠) ∈ Λ} 

 如果我们用𝑺 − 𝑨表示 A 在 S 中的补集，则 

𝒙 = [𝒙(𝐴), 𝒙(𝑆 − 𝐴)] 

 对任意位置𝒔 ∈ 𝑺 

𝒙 = [𝒙(𝑠), 𝒙(𝑆 − 𝑠)] 

马尔科夫随机场：是马尔科夫链的自然延伸，用来模拟局部结构或随机变量间的相互作用。 

局部结构/相互作用：一般可用一个无向图𝐺(𝑆, 𝐸)来定义，S，E 分别为节点空间和边缘集。 

近邻系统：一个点的邻域定义为与此位点距离小于一个阈值的位点的集合。 

𝑁𝑠 = {𝑠
′ ∈ 𝑆|𝑑𝑖𝑠𝑡(𝑠, 𝑠′) ≤ 𝑎, 𝑠′ ≠ 𝑠} 

 性质：{
1.一个位点不属于自己的邻域 s ∉ Ns

2.相邻关系是相互的，s ∈ Ns ↔ 𝑠′ ∈ 𝑁𝑠
 

马尔科夫随机场定义： 

∀𝑠 ∈ 𝑆, 𝑃(𝑥(𝑠)|𝒙(𝑆 − 𝑠)) = 𝑃(𝑥(𝑠)|𝒙(𝑁𝑠)) 

 位点 s 的马尔科夫局部特性： 

𝑃(𝑠)(𝒙):𝑃(𝑥(𝑠)|𝒙(𝑆 − 𝑠)) = 𝑃(𝑥(𝑠)|𝒙(𝑁𝑠)) 

 要素：

{
  
 

  
 1.位点空间: S = {s1, s2, … , sm}

2.相空间: Λ = {λ1, … , λn}

3.定义在 S上的近邻系统: N = {Ns}

4.局部特性: {P(𝑠)}
s∈S

5.概率表达

 

三.吉布斯分布 

模拟粒子之间的物理作用，引入团、势的概念来具体化局部组合以及相互作用。 

要素： 

 1.团：任意单位点{𝑠}都是一个团。元素数目大于 1 的子集𝐶 ∈ 𝑆, 若其中任意两个不同

位点都是近邻，则子集 C 是一个团。所有团的集合用 C 表示。 

 2.势：在𝛬𝑠上的吉布斯势，是函数𝑉𝑐: 𝛬
𝑠 → 𝑅的集合{𝑉𝐶  |𝐶 ∈ 𝐶},并且函数满足： 

  a.如果𝐶不是团，则𝑉𝑐 = 0 

  b.对所有𝒙, 𝒙′ ∈ Λs，以及所有𝐶 ∈ 𝑪,有𝒙(𝐶) = 𝒙′(𝐶) → 𝑉𝑐(𝒙) = 𝑉𝑐(𝒙′) 

 3.能量函数：𝑈: Λs → 𝑅定义为： 

钱
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𝑈(𝒙) =∑𝑉𝑐(𝒙)

𝐶∈𝑪

 

在(𝑺, 𝑪)上的吉布斯分布定义为： 

𝑝(𝒙) =
1

𝑍𝑇
𝑒−

1
𝑇
𝑈(𝒙); 𝑇 > 0 被称为温度, ZT是归一化常数，称为配分函数 

 吉布斯分布是组合空间ΛS上取值范围为[0,1]的概率预测量。它给与能量较低的组合𝒙 ∈

Λs较高的概率。 

 定义近邻域和团是为了捕捉到目标系统中元素间的局部作用关系，定义吉布斯分布是为

了对局部作用进行量化。 

吉布斯与马尔科夫等价性：一个定义在(𝑆, Λ, N)上的马尔科夫随机场的联合概率分布𝑝(𝒙)是

一个吉布斯分布，即 

𝑝(𝒙) =
1

𝑍𝑇
𝑒−

1
𝑇
𝑈(𝑥) 

 能量函数定义为： 

𝑈(𝒙) = ∑ 𝑉1(𝑥𝑠)

𝑠∈𝐶1

+ ∑ 𝑉2(𝑥𝑠, 𝑥𝑠′)
{𝑠,𝑠′}∈𝐶2

+ ∑ 𝑉2(𝑥𝑠, 𝑥𝑠′, 𝑥𝑠′‘’)

{𝑠,𝑠′,𝑠′′}∈𝐶2

+⋯  

 

第四章：隐马尔可夫模型 

这部分因为之前讲过好多次就没怎么写笔记 

隐马尔科夫模型 

隐马尔可夫模型的自由度是通过让马尔科夫链的状态生成可观测数据，并将状态序列隐藏起

来使其无法观测到。 

马尔科夫链每一个状态都要对应于一个可观测的物理事件。 

HMM 组成： 钱
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{
  
 

  
 𝟏.状态空间𝐒：HMM 状态空间通常是可数的。每个状态是隐藏的

𝟐.输出集𝐘：元素yi ∈ 𝑌对应系统的一个物理输出。

𝟑.状态转移矩阵𝐏 = {pij}, pij = 𝑃(𝑗|𝑖), 𝑖, 𝑗 ∈ 𝑆。

𝟒.输出概率分布矩阵（传感器模型）：Q = {qsy},其中qsy = 𝑃(𝑦|𝑠)是状态𝑠下输出 y的概率。

𝟓.初始状态分布：π = {πi}, i ∈ S。

 

 

𝑃(𝒔, 𝒚) = 𝑃(𝑠1, 𝑠2, … , 𝑠𝑛, 𝑦1, 𝑦2, … , 𝑦𝑛) = 𝑃(𝑠1)Π𝑖=1
𝑛 𝑃(𝑦𝑖|𝑠𝑖)Π𝑖=1

𝑛 𝑃(𝑠𝑖|𝑠𝑖−1) 

= 𝜋𝑠1𝑞𝑠1𝑦1Π𝑖=2
𝑛 𝑝𝑠𝑖−1𝑠𝑖𝑞𝑠𝑖𝑦𝑖 

HMM 完整参数集：𝜆 = (𝑃, 𝑄, 𝜋) 

一.如何算出 P(y| 𝝀)：前向算法 

评估问题，目的在计算给定模型生成某观测输出序列的概率。(条件独立性) 

𝑃(𝑦1, 𝑦2, … , 𝑦𝑡 , 𝑠𝑡) = 𝑃(𝑦1, 𝑦2, … , 𝑦𝑡|𝑠𝑡)𝑃(𝑠𝑡) 

= 𝑃(𝑦𝑡|𝑠𝑡)𝑃(𝑦1, 𝑦2, … , 𝑦𝑡−1|𝑠𝑡)𝑃(𝑠𝑡) = 𝑃(𝑦𝑡|𝑠𝑡)𝑃(𝑦1, 𝑦2, … , 𝑦𝑡−1, 𝑠𝑡) 

= 𝑝(𝑦𝑡|𝑠𝑡)∑𝑃(𝑦1, 𝑦2, … , 𝑦𝑡−1, 𝑠𝑡−1)𝑃(𝑠𝑡|𝑠𝑡−1)

𝑠𝑡−1

 

初始化：𝑎1(𝑖) = 𝜋𝑖𝑞𝑖𝑦1 

递归：𝑎𝑡(𝑗) = [∑ 𝑎𝑖−1(𝑖)𝑝𝑖𝑗
|𝑠|
𝑖=1 ]𝑞𝑗𝑦𝑡 , 2 ≤ 𝑡 ≤ 𝑛, 1 ≤ 𝑗 ≤ |𝑆| 

算法复杂度𝑂(𝑛|𝑆|2) 

二.如何才能计算出最可能生成 y 序列的 s 状态序列 

识别给定模型隐藏部分，找出最有可能生成观测输出序列的状态序列。 

最大化𝑃(𝑠|𝑦)等价于最大化𝑃(𝑠1, 𝑠2, … , 𝑠𝑛, 𝑦1, 𝑦2, … , 𝑦𝑛) 

= 𝑃(𝑠1, … , 𝑠𝑡, 𝑦1, … , 𝑦𝑡)𝑃(𝑠𝑡+1, … , 𝑠𝑛, 𝑦𝑡+1, . . , 𝑦𝑛|𝑠𝑡) 钱
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三.如何找到最优模型参数集𝝀，使得 P(y| 𝝀)最大 

EM 算法-Expection Maximization 

 标准的 EM 算法常常开始于初始参数值𝜃′’,通过交替重复以下两个步骤直到𝑃
𝜃′(𝐘)的值

停止攀升。 

 1.求期望值（Expection）：求得随机变量log𝑃𝜃(𝑋, 𝑌)关于旧分布𝑃𝜃′’(𝑋|𝑌)的期望： 

∑𝑃𝜃′(𝑥|𝑦) log𝑃𝜃(𝑋, 𝑌)

𝑥

 

 2.最大化：将该期望值看做是参数值𝜃的函数最大化这一期望。 
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第五章：深度前馈网络 

理解：介绍网络构成，激活函数，代价函数，输出单元，架构 

人工神经网络 

{

1.结构：网络中的变量和它们的拓扑关系

2.激励函数：神经元如何根据其他神经元的活动改变自己的激励值

3.学习规则：网络中权重如何随着时间推进而调整

 

前馈神经网络： 

{
 
 

 
 1.机器学习任务可以表达为一个广义映射 y = f(x; θ)

2. y = f(x; θ)可以是线性模型也可以是非线性模型

3.ϕ是一个非线性函数，非线性模型可看做线性模型作用于输入 x的非线性变化。

ϕ(x)称为输入 x的特征。

 

构建𝝓的三种方式：

{
 
 

 
 1.通用映射，将 x 变换至无限维空间 ϕ(x)

2.手动设计 ϕ,以人的经验选择特征，如边缘、HOG、SIFT

3.自主学习 ϕ,从数据中挖掘和学习实现某一任务最佳 ϕ(x)

深度学习、神经网络属于此类。

 

前馈神经网络：也叫多层感知机，是一种在模型输入与模型本身没有反馈连接的神经网络。 

 定义了一个函数𝑦 = 𝑓(𝑥; 𝜃)来近似某个目标函数𝑓∗;它学习参数𝜃的值，使其尽可能接近

𝑓∗。 

 前馈神经网络用多个不同函数复合在一起表示𝑓(𝑥) = 𝑓(3)(𝑓(2)(𝑓(1)(𝒙))) 

普遍近似原理：一个前馈神经网络如果具有线性输入层和至少一层具有任何一种“挤压”性质

的激活函数的隐藏层，只要给予网络足够数量的隐藏单元，它可以以任意精度来近似任何从

一个有限维空间到另一个有限维空间的 Borel 可测函数。 
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激活函数： 

 
 常见的激活函数： 

 钱
院
学
辅

17
QIAN YUAN XUE FU



 

代价函数： 

代价函数：定义了神经网络所要达到的任务目标，反应人们使用神经网络的目的意图。 

大多数应用模型可以抽象为一个条件分布𝑝(𝑦|𝑥; 𝜃),由最大似然估计得到。 

𝑱(𝜽) = −𝐸𝑥,𝑦~�̂�𝑑𝑎𝑡𝑎 log 𝑝𝑚𝑜𝑑𝑒𝑙(𝒚|𝒙) 

 2 范数代价函数： 

𝑓∗ = argmin
𝑓
𝐸𝒙,𝒚~𝑝𝑑𝑎𝑡𝑎||𝒚 − 𝑓(𝒙)||

2
 

𝑓∗ = 𝐸𝒚~𝑃𝑑𝑎𝑡𝑎(𝒚|𝑥)𝒚 

 1 范数代价函数-平均绝对误差： 

𝑓∗ = argmin
𝑓
𝐸𝒙,𝒚~𝑝𝑑𝑎𝑡𝑎||𝒚 − 𝑓(𝒙)||

1
 

输出单元： 

 除了输出层的神经网络是一个函数𝒉 = 𝐹(𝒙; 𝜽), 𝒉称作特征，输出单元处理从特征到最终

结果输出。 

 线性单元——回归问题： 

�̂� = 𝑾𝑇𝒉 + 𝑏 

𝑝(𝒚|𝒙) = 𝑁(𝒚: �̂�, 𝑰) 

 Sigmoid 单元——二分类问题： 

𝑝(𝒚 = 1|𝒙) 

�̂� = 𝝈(𝒘𝑻𝒉+ 𝒃) 

 Softmax 单元——多分类问题： 

𝒛 = 𝑾𝑻𝒉 + 𝒃 

𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝒛)𝑖 =
exp(𝒛𝑖)

∑ exp(𝒛𝑖)
 

架构设计：{

1.神经网络层数

2.神经网络连接

3.神经网络每层包含单元

 

 

{
 
 

 
 普遍近似原理

1.单元数需要非常多才能精确拟合

2.参数过多无法正确优化和学习

3.没有足够数据支持学习——过拟合、泛化能力差
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第六章：卷积神经网络 

简介： 

理解：卷积神经网络引入卷及操作，可以对于局部数据提取特征（局部感知），并且可以对

同一数据进行多种卷积得到不同特征（参数共享），最后对于得到的特征在不改变特征情况

下进行降维（池化） 

‘端到端’： 

 卷积神经网络通过卷积操作、池化操作、非线性激活函数映射等一系列操作的层层堆叠，

将高层语义信息逐层由原始数据输入层中提取出来，逐层抽象，知道完成目标任务。 

 

定义：卷积神经网络是一种前馈神经网络，由一个或多个卷积层和顶端的全连通层组成，同

时也包括关联权重和池化层，对于大型图片有出色表现。 

 特点：{

1.局部感知

2.参数共享

3.池化

 

 结构：图片->输入层->卷积层（Conv+Relu）->池化层->全连接层->输出层。 
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 输入层操作：去均值、归一化； 

 

卷积单元：局部感知域、参数共享。 

 局部感知域表示：激励和求和 

钱
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 参数共享： 

 

表示每一个节点都参与𝑠1, … , 𝑠5的参数计算中 

卷积单元：激活函数 

激活函数层又称非线性映射层，激活函数的引入为了增加整个网络的表达能力（非线性） 

 Sigmoid 型函数: 

𝜎(𝑥) =
1

1 + 𝑒−𝑥
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 ReLU 函数: 

𝑅𝑒𝑙𝑢(𝑥) = max(0, 𝑥) = {
𝑥 𝑖𝑓 𝑥 ≥ 0
0 𝑖𝑓 𝑥 < 0
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卷积单元：多通道卷积 

 

卷积单元：池化 

 定义：池化层夹在连续的卷积层中间，用于压缩数据和参数的量，减小过拟合； 

 常用池化函数：最大值池化、平均池化： 

 

作用：{
𝟏.特征不变性：池化操作使模型更关注是否存在某些特征，而不是特征具体位置。

𝟐.特征降维性：从而减少参数数量，避免过拟合
 

卷积单元的作用：{

𝟏.局部感知：相邻细胞具有相似和重叠的感受域

𝟐.权值共享：权重不因位置不同而不同。

𝟑.池化降维：保持信息，降低参数维度，减少过拟合。
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全连接层： 

 在整个卷积神经网络中起到“分类器”的作用。卷积层、池化层、激活函数层等操作提取

相关特征，全连接层将学到的特征表示映射到样本的标记空间，实现目标输出。（输出层中

使用 softmax 激活函数） 

𝑧 = 𝑊𝑇ℎ + 𝑏;𝐾:类别个数；𝑧: 𝐾 × 1 向量 

 

具体例子： 
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第七章：循环神经网络 

理解：通过一个隐层来确定信息是否存储，考试的时候会考 LSTM 的内部结构。 

前馈神经网络：模型输出和模型本身没有反馈连接的神经网络。 

 容易处理网格数据，很难处理序列数据、没有长期记忆能力 

循环神经网络：是一种具有从后续层到前面层反馈连接或者同层之间神经元连接的神经网

络，常用于处理顺序数据。 

 网络中具有环结构 

结构：输入->隐层->输出 钱
院
学
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 RNN 每个时间点的网络拓扑结构相同，在任意 t 时间下，包含输入层、隐层、输出层。

RNN 的隐层的输出一分为二，一份传给输出层，一份与下一时刻外界输入作为隐层输入。 

 激活函数一般为 tanh 函数 

 隐层输出不仅进入输入端，还进入了下一时间步骤的隐层，所以它能持续保留信息，能

够根据之前状态推出后面状态。 

缺点：{
1.梯度消失

2.难以刻画“长期依赖关系”
 

长短记忆网络 

 定义：是 RNN 的一种，适合处理和预测时间序列中间隔和延迟相对较长的重要事件。 

 

 

LSTM 核心：单元状态，及图上方流动的水平线。单元状态类似于传送带，直接在整个链上

运行，只有少量的线性交互，保证信息流动稳定性。 

 通过精心设计的称作为“门”的结构来去除或增加信息到单元状态的能力。门是一种让信

息选择式通过的方法。LSTM 拥有三个门来保护和控制状态：遗忘门、输入门、输出门。 

钱
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理解：根据输出状态、输入，确定前一层单元状态要遗忘的东西(𝝈函数表示允许通过信息的

多少) 

 LSTM 中的第一步是决定从单元状态中丢弃什么信息，而这个决定通过一个叫做遗忘门

完成，该门会读取ℎ
𝑡−1
, 𝑥𝑡，经过𝜎函数处理，输出一个 0,1 之间的数字。表示信息完全舍弃

~完全保留。 

 

理解：决定什么值要新增到单元状态中， �̌�𝒕生成这层的记忆单元、𝒊𝒕类似之前遗忘层，表示

这一层的记忆单元 �̌�𝒕对单元状态更新的程度。 

 该步确定什么样的新信息被存放在单元状态中。包含两部分，𝜎称为“输入门层”，决定

什么值更新；同时，一个𝑡𝑎𝑛ℎ层创建一个新的候选值向量�̌�𝑡，被加入状态中。 
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理解：当前单元状态=上一层单元状态*更新系数+本层记忆单元*更新系数 

现在对旧单元进行更新，𝐶𝑡−1更新为𝐶𝑡。 

 
理解：本层的单元状态经过 tanh 变成待输出量、𝒐𝒕类似之前遗忘层，表示输出量与待输出

量的相关程度。 

 将𝑜𝑡与tanh (𝐶𝑡)的乘积作为输出信息ℎ
𝑡
。 

第八章：支持向量机与核方法 

理解：SVM 的基本思想是找到一条最大切分的超平面，我们给定平面方程与约束条件，得

到拉格朗日方程，求其对偶问题的解,就是我们要找的系数 w、b。核函数是一种映射，但是

在求解 SVM 的时候，我们只用知道类似𝑥𝑛
𝑇𝑥𝑚, 𝑒. 𝑔. 𝑘(𝑥𝑛, 𝑥𝑚)来定义两点之间距离就好。 

1.支持向量机(SVM)：一类按监督学习方式对数据进行分类的广义线性分类器。 

2.SVM 的决策边界是对学习样本求解的最大边距超平面。 

 

 分类器间隔：{
1.边界在遇到一个数据点前能增加的距离。

2.边界最近的数据点与此边界之间的距离。
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 最大间隔：线性分类器为具有最大间隔的线性分类器。（支撑向量机） 

  该间隔的位置由数据点的子集确定，这些数据点称为支撑向量。 

一个点 z 到平面 wx+b=0 的距离为：
𝒘𝑻𝒛+𝒃

|𝒘|
 

 目标：1.实现对于所有样本的正确分类：𝑤𝑇𝑥𝑖 + 𝑏 ≥ 1 𝑖𝑓 𝑦𝑖 = +1; 

 𝑤𝑇𝑥𝑖 + 𝑏 ≤ 1 𝑖𝑓 𝑦𝑖 = −1 → 𝑦𝑖(𝑤
𝑇𝑥𝑖 + 𝑏) ≥ 1 

 

 最大化间隔：𝑀 =
(𝑥+−𝑥−)𝑤

|𝑤|
=

2

|𝑤|
等价于最小化

1

2
𝑤𝑇𝑤 ∵ {

1.wx+ + 𝑏 = +1
2.wx− + 𝑏 = −1
3.w(x+ − x−) = 2

 

 最大化间隔分类器可表达为以下形式：min𝜙(𝑤) =
1

2
𝑤𝑇𝑤; 𝑠. 𝑡. ∀𝑖, 𝑦𝑖(𝑤

𝑇𝑥𝑖 + 𝑏) ≥ 1 

拉格朗日乘数法：𝑳(𝒙, 𝝀) = 𝒇(𝒙) − 𝝀𝒈(𝒙) 

多条件拉格朗日方法：max𝑓(𝑥1, … , 𝑥𝑛) 𝑠. 𝑡. 𝑔𝑖(𝑥1, … , 𝑥𝑛) = 0 𝑖 = 1,… ,𝑀 

拉格朗日方程：𝐿(𝑥1, … , 𝑥𝑛, 𝜆1, … , 𝜆𝑀) = 𝑓(𝑥1, … , 𝑥𝑛) − ∑ 𝜆𝑘𝑔𝑘(𝑥1, … , 𝑥𝑛)
𝑀
𝑘=1  

KKT 条件：最优化𝑓(𝑥)；使得𝑔𝑖(𝑥) ≤ 0, ℎ𝑗(𝑥) = 0 

 𝐿(𝑥, 𝜇, 𝜆) = 𝑓(𝑥) + 𝜇𝑇𝑔(𝑥) + 𝜆𝑇ℎ(𝑥) 

 其中：𝑔(𝑥) = (𝑔1(𝑥),… , 𝑔𝑚(𝑥))
𝑇
, ℎ(𝑥) = (ℎ1(𝑥),… , ℎ𝑙(𝑥))

𝑇
 

 最大化 f(x)：∇𝑓(𝑥∗) − ∑ 𝜇𝑖∇gi(𝑥
∗)𝑚

𝑖=1 −∑ 𝜆𝑗∇hj(𝑥
∗)𝑙

𝑗=1 = 0 

 最小化 f(x)：∇𝑓(𝑥∗) + ∑ 𝜇𝑖∇gi(𝑥
∗)𝑚

𝑖=1 +∑ 𝜆𝑗∇hj(𝑥
∗)𝑙

𝑗=1 = 0 

 原始可行性：𝑔𝑖(𝑥
∗) ≤ 0, 𝑓𝑜𝑟 𝑖 = 1,… ,𝑚; ℎ𝑗(𝑥

∗) = 0, 𝑓𝑜𝑟 𝑗 = 1,… , 𝑙 

 对偶可行性：𝜇𝑖 ≥ 0 𝑓𝑜𝑟 𝑖 = 1, . . ,𝑚 

 互补松弛性:∑ 𝜇𝑖𝑔𝑖(𝑥
∗) = 0𝑚

𝑖=1  

求解 svm: 

 𝟏. 𝐿(𝒘, 𝑏, 𝑎) =
1

2
𝑤𝑇𝑤 − ∑ 𝑎𝑛{𝑦𝑛(𝑤

𝑇𝑥𝑛 + 𝑏) − 1}
𝑁
𝑛=1  

 𝟐. argmin
𝑤,𝑏

1

2
𝑤𝑇𝑤  𝑠. 𝑡. ∀𝑖 = 1,… , 𝑁, 𝑦𝑖(𝑤

𝑇𝑥𝑖 + 𝑏) ≥ 1 

  求导后：𝑤𝑛 = ∑ 𝑎𝑛𝑦𝑛𝑥𝑛
𝑁
𝑛=1 ; 0 = ∑ 𝑎𝑛𝑦𝑛

𝑁
𝑛=1  

 𝟑. 𝐿∗(𝑎) = ∑ 𝑎𝑛
𝑁
𝑛=1 −

1

2
∑ ∑ 𝑎𝑛𝑎𝑚𝑦𝑛𝑦𝑚𝑘(𝑥𝑛, 𝑥𝑚)

𝑁
𝑚=1

𝑁
𝑛=1 ; 

  𝑘(𝑥𝑛, 𝑥𝑚) = 𝑥𝑛
𝑇𝑥𝑚; 𝑠. 𝑡. ∑ 𝑎𝑛𝑦𝑛

𝑁
𝑛=1 = 0; 𝑎𝑛 ≥ 0 𝑛 = 1,… , 𝑁 

 4.利用 SMO 算法，迭代求解最优解𝑎𝑖 →再求出𝑤 
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解决线性不可分问题：{
1.使用松弛变量和惩罚因子，允许错分样本的存在

2.使用核函数，将支持向量机变为非线性模型
 

 1.引入松弛变量 

  argmin
𝑤

1

2
𝑤𝑇𝑤 + 𝐶∑ 𝛾𝑖

𝑁
𝑖=1 (𝛾𝑖是松弛变量，非零表示样本违背约束条件) 

  𝑠. 𝑡. ∀𝑖 = 1,… ,𝑁; 𝑦𝑖(𝒘
𝑻𝒙𝒊 + 𝑏) ≥ 1 − 𝛾𝑖; 𝛾𝑖 ≥ 0 

 2.使用核方法： 

  对偶问题：𝐿∗(𝑎) = ∑ 𝑎𝑛
𝑁
𝑛=1 −

1

2
∑ ∑ 𝑎𝑛𝑎𝑚𝑦𝑛𝑦𝑚𝑥𝑛

𝑇𝑥𝑚
𝑁
𝑚=1

𝑁
𝑛=1  

  若不存在一个超平面，则将特征空间向更高维映射。 

 核函数定义𝑘(𝑥, 𝑥′) = 𝜙(𝑥)𝑇𝜙(𝑥′) 

  核函数是对称函数,𝑘(𝑥, 𝑥′) = 𝑘(𝑥′, 𝑥) 

 e.g. 

 

常见的核函数：𝑘(𝑥, 𝑥′) = (𝑥 × 𝑥′)𝑑或𝑘(𝑥, 𝑥′) = (𝑥 × 𝑥′ + 𝑐)𝑑 

高斯核：𝑘(𝑥, 𝑥′) = exp[−
||𝑥−𝑥′||

2

2𝜎2
] 

sigmoid 核：𝑘(𝑥, 𝑥′) = tanh(𝑎𝑥𝑇𝑥′ + 𝑏) 

 

构建核：确保选择函数对应于某个特征空间中的内积。 

 基于已有的核函数创造新的核函数： 
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核方法：核的概念被表述为特征空间中的内积，这允许我们通过使用核替换来构建许多著名

的算法的扩展，PCA、最近邻分类器. 

 基本思想：如果一个算法中输入向量 x 以内积的形式出现，则可以将此输入向量的内积

替换为其他核(kernel),即将𝑥𝑇𝑥′替换为𝑘(𝑥, 𝑥′). 

 核方法提供强大的模块化，不需要改变底层学习算法来适应核函数的特定选择；此外，

我们可以替换不同的算法，保持相同的核。 

第九章：集成学习与随机森林 

理解：迭代构建多个学习器，通过构建学习器分类情况来更新样本权重； 

1.个体与集成 

 集成学习：通过构建并结合多个学习器来完成学习任务，提升性能；也称为多分类器系

统、基于委员会的学习。 

 
 “同质”：集成中质包含同种类型的个体学习器，其中的个体学习器称为“基学习器” 

 “异质”：集成中质包含不同种类型的个体学习器，其中的个体学习器称为“组件学习器” 

 个体与集成：集成个体应“好而不同” 

 理论上可以证明，随着集成中个体分类器数目 T 的增大，集成的错误率将指数级下降，

最终趋于 0。 

 假设：基学习器的误差相互独立。但个体学习器是为解决同一个问题训练出来的，不可

能独立。因此，个体学习器的“准确性”和“多样性”存在冲突。如何产生并结合“好而不同”的个

体学习器是集成学习的核心。 钱
院
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 分类：{
个体学习器之间存在强依赖关系、必须串行生成的序列化方法，如：𝑏𝑜𝑜𝑠𝑡𝑖𝑛𝑔

个体学习器之间不存在强依赖关系、可同时生成的序列化方法，如：𝑏𝑎𝑔𝑔𝑖𝑛𝑔
 

Boosting 

理解：同一种学习器对样本进行学习，主要用于二分类任务中，生成一个学习器后，得到其

性能评分，通过评分对于样本分布（样本重要性）进行改变，最后得到一个强学习器。 

 定义：一族可将弱学习器提升为强学习器的算法。 

 思想：对于一个复杂任务，将多个专家判断进行适当的综合所得的判断，要比其中任何

一个专家单独的判断好。 

 概率近似正确（PAC）学习框架中，一个概念（类），如果存在一个多项式的学习算法

能学习它，并且正确率很好，那么就称这个概念是强可学习的；如果一个概念，多项式学习

后正确率仅比随机猜测略好，那么就称这个概念是弱可学习的。 

 PAC 学习框架中，一个概念是强可学习的充要条件是这个概念是弱可学习的。 

 工作机制：先从初始训练集训练出一个基学习器，再根据学习器表现对训练样本分布进

行调整，使得先前基学习器做错的训练样本在后续受更多关注，然后基于调整后样本分布来

训练下一个基学习器；如此重复进行，使得学习器数目达到先前的值 T，最终加权结合。 

 {
1.个体学习器存在强依赖关系，串行生成

2.每次调整训练数据集的样本分布
 

 
 

代表算法：AdaBoost 算法： 

理解：迭代训练分类器，更新不同分类器权值与数据集分布，构成最终分类器。首先计算生

成分类器的误差率（𝑒𝑚 = ∑ 𝑤𝑚𝑖𝐺𝑚(𝑥𝑖)≠𝑦𝑖 ），根据误差率算出这个分类器权重𝑎𝑚 =
1

2
log(

1

𝑒𝑚
−

1);再根据此次训练情况来更新分布𝑤𝑚+1,𝑖 =
𝑤𝑚,𝑖

Zm
exp (𝑎𝑚𝑦𝑖𝐺𝑚(𝑥𝑖)),分错了分类器权重越高

其占比重越大,最后线性组合后通过 sign 函数得到最终分类器。 

 二分类问题中，𝑦𝑖 ∈ {−1,+1}, 𝑓(𝑥)为真实函数，ℎ
𝑡
(𝑥)为第 t 个分类器。 钱
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 注意： 

 A.Boosting 算法要求学习器能对特定数据分布进行学习： 

  1.重赋权法：在训练的每一轮，根据样本分布为每个训练样本重新赋一个权重。 
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  2.重采样法（无法接受带权样本的基学习算法）：在每一轮，根据样本分布对训练集

重新采样，采用重采样的样本集对基学习器进行训练。 

 B.每一轮都要检验当前基分类器是否比随机猜测好，不满足时，抛弃当前学习器，学习

终止。初始设置的轮数未达到，最终集成性能不佳（过早停止），此时采用重采样，可以重

启，避免训练过程过早停止，学习持续到预设的 T 轮结束。 

 举例： 
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Bagging 与随机森林 

理解：可以使用不同分类器，从样本中抽样 m，分别训练出学习器，最后通过最多投票（分

类问题）、简单平均方法（回归问题）得到结果  

 个体学习器不存在强依赖关系、并行化生成。 

 自助采样法：给定 m 个样本的数据集，先随机取出一个样本放入采样集中，再把该样

本放回初始数据集，使得下次采样时样本仍有可能被选中。经过 m 次随机后，得到 m 个样

本集。 钱
院
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 流程：采样出 T 个含 m 个训练集大的采样集，然后基于每个采样集训练出一个基学习

器，然后再将这些基学习器相结合。 

 在对预测输出进行结合时，对分类任务使用简单投票法，对回归任务使用简单平均法。 

 

 算法：1.输入为样本集𝐷 = {(𝑥1, 𝑦1), (𝑥2, 𝑦2),… , (𝑥𝑚, 𝑦𝑚)}弱学习算法，弱学习分类迭代

次数 T。 

 输出为最终的强分类器𝑓(𝑥) 

  对于 t=1,2,…,T: a.对训练集进行第 t 次随机采样，共采样 m 次，得到包含 m 个样本

的采样集𝐷𝑡 b.用采样集𝐷𝑡训练第 t 个弱学习器𝐺𝑡(𝑥) 

 如果是分类算法预测，则 T 个弱学习器投出最多票数的类别或者类别之一为最终类别。

如果是回归算法，T 个弱学习器得到的回归结果进行算数平均得到的值为最终模型输出。 

 

 特点：1.时间复杂度低：假定基学习器的计算复杂度为𝑂(𝑚)，采样与投票/平均过程的

复杂度为𝑂(𝑠),Bagging 算法的时间复杂度大致为𝑇(𝑂(𝑚) + 𝑂(𝑠)) 

 由于𝑂(𝑠)很小，且 T 为不大的常数，所以训练一个 bagging 集成与直接使用基学习器

的复杂度同阶(高效) 

 与标准的 AdaBoost 只适用于二分类任务不同，Bagging 能不经修改的用于多分类任

务、回归任务。 

 可使用包外估计(由于 Bootstrap sampling 只使用 2/3 左右数据)，剩下样本留作验证。 

决策树（Decision Tree） 

理解：决策树是找到最优特征，将训练集分为不同子集；迭代找到属性结构。 
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决策树是一种基本的分类与回归方法，当决策树用于分类时叫分类树，用于回归时叫回归树。 

组成：结点、有向边。结点：内部结点（表示一个特征或属性）、叶节点（表示一个类）、根

节点（开始测试的特征或属性） 

 每个节点包含的样本集合根据属性测试的结果被划分到子节点中，根节点包含样本全集，

从根节点到每个叶节点的路径对应了一个判定测试序列。 

e.g.  

分类树 

分类树：一种描述对实例进行分类的树形结构。在使用分类树进行分类时，从根节点开始，

对实例的某一特征进行测试，根据测试结果，将实例分配到其子节点。这时，每一个子节点

对应着该特征的一个取值。如此递归地对实例进行测试并分配，直至达到叶结点。最后将实

例分到叶节点的类中。 

决策树学习：本质上是从训练数据集中归纳出一组分类规则。与训练数据集不相矛盾的决策

树（即能对训练数据进行正确分类的决策树）可能有多个，也可能一个都没有。我们需要训

练出一个与训练集数据矛盾较小的决策树，同时具有很好的泛化能力。 

另一个角度看：决策树学习是由训练数据集估计条件概率模型。基于特征空间划分的类的条

件概率模型有无穷多个，我们选择的条件概率模型应该不仅对训练数据集有很好的拟合，而

且对未知数据有很好的预测。 

分类树学习目标：根据给定的训练数据集构建一个决策树模型，使它能够对实例进行正确的

分类。 

 决策树学习用损失函数表示这一目标，其损失函数通常是正则化的极大似然函数，决策

树学习的策略是以损失函数为目标函数的最小化。当损失函数确定以后，学习问题就变为在

损失函数意义下选择最优策略树的问题。因为从所有可能的决策树中选取最优决策树是 NP

完全问题，所以现实中学习算法通常采用启发式算法，近似求解这一最优化问题。这样得到

的决策树是次最优的。 

 给定训练数据集𝐷 = {(𝑥1, 𝑦1), (𝑥2, 𝑦2),… , (𝑥𝑚, 𝑦𝑚)} 

 𝑥𝑖 = {𝑥𝑖
1, 𝑥𝑖

2, … 𝑥𝑖
𝑛}𝑇为输入数据，n 为特征维度 

 𝑦𝑖 ∈ {1,… , 𝑄}为目标类别 

决策树分类算法： 

输入： 

 训练集：D=(𝑥1, 𝑦1), (𝑥2, 𝑦2),… , (𝑥𝑛, 𝑦𝑛) 

 属性集：𝐴 = 𝑎1, … , 𝑎𝑛 

过程： 

 函数𝑇𝑟𝑒𝑒𝐺𝑒𝑛𝑒𝑟𝑎𝑡𝑒(𝐷, 𝐴) 
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算法： 

 1.生成节点根 node 

 # 给定结点的所有样本属于同一类 

 2.if D 中样本全都属于一类别𝐶𝑘(∈ 𝑌) then: 

  将 node 标记为𝐶𝑘类叶节点 

  返回 

 end if 

 #无剩余属性可以继续划分  

 3.if 𝐴 = 𝜙 OR D 中样本在 A 上取值相同 then 

  将 node 标记为叶节点，其类别标记为 D 中样本最多的类 

  return 

 end if 

 # 找到新的最优划分 

 4.从 A 中选择最优划分属性𝒂∗：令𝑫𝒗表示 D 中在𝒂∗上取值为𝒂∗
𝒗的样本子集 

 5.for 𝑎∗的每一个值𝑎∗
𝑣 do: 

  if 𝐷𝑣为空 then 

   为 node 生成一个分支 

   return 

  else 

   以𝑇𝑟𝑒𝑒𝐺𝑒𝑛𝑒𝑟𝑎𝑡𝑒(𝐷𝑣, 𝐴 − {𝑎∗})为分支节点 

  end if 

 end for 

A.构建根节点，将所有训练数据放在根节点，选择一个最优特征，按照这个特征将训练集分

割成子集，使得各个子集在当前条件下最好的分类。 

B.如果这些子集已经能够被基本正确分类，那么构建叶节点，并将这些子集分到所对应的叶

节点中去。 

C.如果还有子集不能被基本正确分类，那么就对这些子集选择新的最优特征，继续对其尽心

分割，构建相应的节点 

D.如此递归地进行下去，直至所有训练数据子集被基本正确分类，或者没有合适的特征为止。 

 

选择最优划分属性： 

 从 A 中选择最优划分属性𝑎∗ −特征选择 

 如果利用一个特征进行的分类结果与随机分类的结果没有太大差别，则称这个特征无分

类能力。 

 随着划分过程不断进行，我们希望决策树的分支节点所包含的样本尽可能属于同一类别，

即节点的“纯度”越来越高。 

信息增益方法： 

 信息熵：设当前样本集合𝐷中第 k 类样本所占的比例为𝑝𝑘(𝑘 = 1,2,… , 𝑄)，则 D 的信息

熵定义为：𝐸𝑛𝑡(𝐷) = −∑ 𝑝𝑘 log2 𝑝𝑘
𝑄
𝑘=1 ；只有两个变量的话，比例越接近于中间（0.5）越好。 

 设离散散度属性 a 有 V 个可能的取值{𝑎1, 𝑎2, . . , 𝑎𝑉},若使用 a 来对样本进行划分，则会

产生 V 个分支节点，其中第 v 个分支节点包含了 D 中所有在属性 a 上取值为𝑎𝑣的样本，记

为𝐷𝑣。用属性 a 对样本集 D 进行划分所得到的信息增益为： 钱
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𝐺𝑎𝑖𝑛(𝐷, 𝑎) = 𝐸𝑛𝑡(𝐷) −∑
|𝐷𝑣|

|𝐷|
𝐸𝑛𝑡(𝐷𝑣)

𝑉

𝑣=1

 

 则最优属性为𝒂∗ = 𝐚𝐫𝐠𝐦𝐚𝐱
𝒂∈𝑨

𝑮𝒂𝒊𝒏(𝑫,𝒂) 

随机森林 

随机森林（random forest）：是 bagging 的一个扩展变种。RF 在以决策树为基学习器构建

Bagging 集成的基础上，进一步在决策树的训练过程中引入了随机属性选择。 

具体来说：传统的决策树在决策划分属性时：在当前节点的属性集合（假定有 n 个属性）中

选择一个最优属性； 

 在 RF 中：对基决策树的每个结点，先从该节点的属性集合中随机选择一个包含 K 个属

性的子集，然后再从这个子集中选择一个优属性用于划分。 

 参数 k 控制了随机性的引入程度：若令 K=n，则基决策树的构建与传统决策数相同；若

K=1，则是随机选择一个属性用于划分；一般情况下，推荐值𝐾 = log2 𝑛  

 

算法： 

输入为样本集𝐷 = {(𝑥1, 𝑦1), (𝑥2, 𝑦2),… , (𝑥𝑚, 𝑦𝑚)}弱学习器算法，弱分类器迭代次数 T。 

输出位最终的强分类器𝑓(𝑥) 

 对于𝑡 = 1,2,… , 𝑇 

 a.对训练集进行 t 次随机采样，共采样 m 次，得到包含 m 个样本的采样集𝐷𝑡 

 b.用采样集𝐷𝑡训练第 t 个决策树模型𝐺𝑡(𝑥)。在训练决策树模型的节点的时候，在节点上

所有的样本特征中选择 K 个样本特征，在这些随机选择的部分样本特征中选择一个最优的

特征来做决策树的左右子树划分。 

 如果分类算法预测，则 T 个弱学习器投出最多票数的类别或类别之一作为最终类别。 
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特点： 

 1.随机森林简单、容易实现、计算开销小，在许多现实任务中展现出强大的性能-“代表

集成学习技术水平的方法” 

 2.RF 只对 Bagging 做了小改动：Bagging 中基学习器的多样性仅通过样本扰动（通过对

初始训练集采样）而来；RF 中基学习器的多样性不仅来自样本扰动，还来自属性扰动。这

使得最终集成的泛华性能可通过个体学习器之间差异度的增加而进一步提升。 

 3.随机森林的训练效率一般优于 Bagging，因为在个体决策树的构建过程中，Bagging

使用的是“确定型”决策树，在选择划分属性时要对节点的所有属性进行考察，而 RF 使用的

“随机型”决策树只需考虑一个属性子集。 

性能对比： 

 

第十章：无监督学习与聚类 

无监督学习 

 在无监督学习中，训练样本的标记信息是未知的，目标是通过对无标记训练样本的学习

来揭示数据的内在性质及其规律，为进一步的数据分析提供基础。 

聚类（Clustering） 

聚类：是无监督学习中应用最广、研究最多的一个内容，其目的是能够自动将未标记的数据

根据自身的特点划分为若干个通常是不相交的子集（“簇（cluster）”）。 

通过聚类算法，不仅可以自动组织数据，还能挖掘一些数据的隐藏结构和属性，如：“浅色
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瓜”,… 

聚类算法也可以作为其他数据处理的基础，如数据降维、可视化。 

应用：通过话题聚类网页；根据表达式聚类蛋白质序列；根据消费记录对客户进行分类。 

 

定义： 

 假定样本集𝐷 = {𝑥1, 𝑥2, … , 𝑥𝑚}包含 m 个无标记样本，每个样本𝑥𝑖 = (𝑥𝑖1, 𝑥𝑖2, … 𝑥𝑖𝑛)是一

个 n 维特征向量，聚类算法将样本集 D 划分为 k 个不想交的簇{𝐶𝑙|𝑙 = 1,2,… , 𝑘} 

 其中𝐶𝑙′ ∩𝑙′≠𝑙 𝐶𝑙 ≠ 𝜙且𝐷 =∪𝑙 𝐶𝑙 

 𝜆𝑗 ∈ {1,2, . . , 𝑘]表示样本𝑥𝑗的簇标记，即𝑥𝑗 ∈ 𝐶𝜆𝑗 

 聚类结果可以用 m 个元素的簇标记向量表示：𝜆 = (𝜆1, 𝜆2, . . , 𝜆𝑚) 

性能度量： 

 聚类的性能度量也称作为聚类的“有效性指标”（validity index） 

 对于聚类结果，需要通过某种性能度量来评估其好坏。 

 “物以类聚”，同一簇样本尽可能的相似，不同簇的样本尽可能不同。 

 性能度量分为两类：一类是将聚类结果直接与某个参考模型进行比较（外部指标）；另

一类是直接考察聚类结果而不用任何参考模型（内部指标） 

 外部指标：对比聚类结果和参考模型的簇划分、聚类结果的簇标记响亮和参考模型的簇

标记向量。 

 内部指标：基于样本间的距离和簇中心点间的距离。 

距离计算： 

性质： 

 对函数 dist(‘,’),若它是一个“距离度量”，则需要满足一些基本性质： 

 非负性：𝑑𝑖𝑠𝑡(𝑥𝑖 , 𝑥𝑗) = 0;同一性：𝑑𝑖𝑠𝑡(𝑥𝑖 , 𝑥𝑗) = 0 ↔ 𝑥𝑖 = 𝑥𝑗; 

 对称性：𝑑𝑖𝑠𝑡(𝑥𝑖 , 𝑥𝑗) = 𝑑𝑖𝑠𝑡(𝑥𝑗 , 𝑥𝑖);直递性：𝑑𝑖𝑠𝑡(𝑥𝑖 , 𝑥𝑗) ≤ 𝑑𝑖𝑠𝑡(𝑥𝑖 , 𝑥𝑘) + 𝑑𝑖𝑠𝑡(𝑥𝑘, 𝑥𝑗) 

具体计算： 

 闵可夫斯基距离：𝑑𝑖𝑠𝑡𝑚𝑘(𝑥𝑖 , 𝑥𝑗) = (∑ |𝑥𝑖𝑢 − 𝑥𝑗𝑢|
𝑝𝑛

𝑢=1 )
1

𝑝  

 𝑝 = 2时，欧氏距离：𝑑𝑖𝑠𝑡𝑚𝑘(𝑥𝑖 , 𝑥𝑗) = √∑ |𝑥𝑖𝑢 − 𝑥𝑗𝑢|
2𝑛

𝑢=1  

 𝑝 = 1时，曼哈顿距离：𝑑𝑖𝑠𝑡𝑚𝑘(𝑥𝑖 , 𝑥𝑗) = ∑ |𝑥𝑖𝑢 − 𝑥𝑗𝑢|
𝑛
𝑢=1  

K 均值聚类 

理解：这部分内容还算是老生常谈 

给定样本集𝐷 = {𝑥1, 𝑥2, … , 𝑥𝑚}，“k 均值”(k-means)算法针对聚类所得划分𝐶 = {𝐶1, 𝐶2, . . , 𝐶𝑘}

最小化平方误差： 

𝐸 =∑∑||𝑥 − 𝜇𝑖||2
2

𝑥∈𝐶𝑖

𝑘

𝑖=1

;其中𝜇𝑖 =
1

|𝐶𝑖|
∑ 𝑥

𝑥∈𝐶𝑖

是簇𝐶𝑖的均值向量 

 上式刻画了粗内样本围绕簇均值向量的紧密程度，E 值越小，则簇内样本相似度越高。 钱
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 假定聚类簇数 k=3，初始随机选取 3 个样本作为初始均值向量，对每个向量分别计算到

k 个均值向量的距离，根据最短距离确定簇标记。然后不停重复算法，直到第 n 轮迭代的簇

划分结果与第 n-1 轮相同，算法停止。 

 

学习向量量化： 

理解：这是类似监督学习的特殊 K-means（给定标签、各原型向量预设的类别标记

{𝑡1, 𝑡2, … , 𝑡𝑞}）所以，我们要分多少类 A，多少类 B，多少类 C 都已经确定了。根据区域内符

类匹配的点（+），类不匹配（-）的点，来更新类原型向量𝑝𝑖。 

 学习向量量化算法（LVQ）：假设数据样本带有类别标记，学习过程利用样本标记作为

监督信息辅助聚类。 

 给定样本集𝐷 = {(𝑥1, 𝑦1), (𝑥2, 𝑦2),… , (𝑥𝑚, 𝑦𝑚)}，每个样本𝑥𝑗的是由 n 个属性描述的特征

向量(𝑥𝑗1, 𝑥𝑗2, … , 𝑥𝑗𝑛),𝑦𝑖 ∈ 𝑌是样本𝑥𝑗的类别标记。LVQ 的目标是学得一组 n 维原型向量

{𝑝1, … , 𝑝𝑞},每个原型向量代表一个聚类簇，簇标记𝑡𝑖 ∈ 𝑌。 
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举例： 
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密度聚类（DBSCAN）： 

理解：无监督学习算法，首先根据(𝜖,𝑀𝑖𝑛𝑃𝑡𝑠)确定核心对象，在引出直达、可达、相连的概

念。使用贪心算法，对于一个核心对象找最大簇，在对于剩下的核心对象迭代寻找。 

密度聚类亦称“基于密度的聚类”，此类算法假设聚类结构能通过样本分布的紧密程度确定。

通常情况下，密度聚类算法从样本密度的角度来考察样本之间的可连接性，并基于可连接样

本不断扩展聚类簇以最终获得聚类结果。 

 
DBSCAN：一种著名的密度聚类算法，它基于一组“邻域”参数(𝜖,𝑀𝑖𝑛𝑃𝑡𝑠)来刻画样本分布的

紧密程度。给定数据集𝐷 = {𝑥1, 𝑥2, … , 𝑥𝑚},定义下面概念： 

 𝜖 −邻域：对𝑥𝑗 ∈ 𝐷，其𝜖 −邻域包含样本集 D 中与𝑥𝑗的距离不大于𝜖的样本，𝑁𝜖(𝑥𝑗) =

{𝑥𝑗 ∈ 𝐷|𝑑𝑖𝑠𝑡(𝑥𝑖 , 𝑥𝑗) ≤ 𝜖} 

 核心对象：若𝑥𝑗的𝜖 −邻域至少包含 MinPts 个样本，则𝑥𝑗是一个核心对象。 

 密度直达：若𝑥𝑗位于𝑥𝑖的𝜖 −邻域中，且𝑥𝑖是核心对象，则称𝑥𝑗由𝑥𝑖密度直达。 

 密度可达：对𝑥𝑖 , 𝑥𝑗,若存在样本序列𝑝1, 𝑝2, … , 𝑝𝑛，其中𝑝1 = 𝑥𝑖 , 𝑝𝑛 = 𝑥𝑗且𝑝𝑖+1由𝑝𝑖密度直
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达，则称𝑥𝑗由𝑥𝑖密度可达。 

 密度相连：对𝑥𝑖与𝑥𝑗,若存在𝑥𝑘使得𝑥𝑖与𝑥𝑗均由𝑥𝑘密度可达，则称𝑥𝑖与𝑥𝑗密度相连。 

核心对象->密度直达（两个核心）->密度可达（序列）->密度相连（两个点（之间存在序

列）） 

所以只要密度可达，必然密度相连 

 

 

DBSCAN 将簇定义为：由密度可达关系导出的最大的密度相连样本集合。形式化地说，给定

邻域参数(𝜖,𝑀𝑖𝑛𝑃𝑡𝑠),簇𝐶 ∈ 𝐷是满足以下性质的非空样本子集： 

 连接性：𝑥𝑖 ∈ 𝐶, 𝑥𝑗 ∈ 𝐶 → 𝑥𝑖与𝑥𝑗密度相连 

 最大性：𝑥𝑖 ∈ 𝐶, 𝑥𝑗与𝑥𝑖密度可达 → 𝑥𝑗 ∈ 𝐶 

DBSCAN 算法：先任选数据集中一个核心对象为“种子”，再由此发出确定相应的聚类簇。 

首先根据给定的邻域参数(𝜖,𝑀𝑖𝑛𝑃𝑖𝑡𝑠)找出所有的核心对象，再从任一核心对象出发，找出

其密度可达的样本生成聚类簇，直到所有核心对象均被访问过为止。 
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层次聚类： 

理解：这里有层次二字，指的是再一次操作后就有两个点/类会被分到一起，最后形成树状

层次结构。 

层次聚类：试图在不同层次对数据进行划分，从而形成树形的聚类结构。数据集的划分可采

用“自底向上”的聚合策略，也可采用“自顶向下”的分拆策略。 

AGNES 算法：是一种采用自底向上聚合策略的层次聚类算法。 
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AGNES 算法：将数据集中每个样本看做一个初始聚类簇，然后在算法运行的每一步中找出

距离最近的两个聚类簇进行合并，该过程不断重复，直到达到预设的聚类簇个数。 

如何计算聚类簇之间的距离 

AGNES:给定聚类簇𝐶𝑖 , 𝐶𝑗,可以通过下面式子计算距离： 

最小距离：𝑑𝑚𝑖𝑛(𝐶𝑖 , 𝐶𝑗) = min
x∈Ci,𝑧∈𝐶𝑗

𝑑𝑖𝑠𝑡(𝑥, 𝑧) 

最大距离：𝑑𝑚𝑖𝑛(𝐶𝑖 , 𝐶𝑗) = max
x∈Ci,𝑧∈𝐶𝑗

𝑑𝑖𝑠𝑡(𝑥, 𝑧) 

平均距离：𝑑𝑎𝑣𝑔(𝐶𝑖, 𝐶𝑗) =
1

|𝐶𝑖||𝐶𝑗|
∑ ∑ 𝑑𝑖𝑠𝑡(𝑥, 𝑧)

𝑧∈𝐶𝑗𝑥∈𝐶𝑖
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第十一章：采样方法 

采样： 

理解：通过采样方法可以更容易的模拟复杂结构或一些函数在特定分布下的期望。就是用采

样出来的结果来模拟/替代原结果。 

采样定义：从一个分布中生成一批服从该分布的样本。 

 采样的本质上是对随机现象的模拟，根据给定的概率分布，来模拟产生一个对应的随机

事件。采样可以让人们对随机事件及其产生过程有更直观的认识。 

采样的作用：采样得到的样本集也可以看做是一种非参数模型，即用较少的样本点（经验分

布）来近似总体分布，并刻画总体分布中的不确定性。从这个角度来讲采样其实也是一种信

息的降维，起到简化问题的作用。 

 在机器学习中，可能会遇到样本量过大或模型结构复杂导致的求解难度大、没有显示解

析解等问题，这种情况下，可以利用采样方法进行模拟，从而对这些复杂模型进行近似求解

或推理。一般会转化为某些函数在特定分布下的积分或期望，或者是求某些随机变量或参数

在给定数据下的后验分布。 

蒙特卡罗方法： 

理解：样本有两个参量，一个是样本本身分布𝒑(𝒛)、样本对应的函数值𝒇(𝒛)。通过采样计算

期望的方法，如果抽取的样本非常多，那么样本的概率乘对应函数值的积分就是期望。 

 对于大多数实际应用中的概率模型来说，无法精确计算其和或积分，可以采用基于数值

采样的近似推断方法，也被称为蒙特卡罗方法。 
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 解决基本问题：寻找某个定义在概率分布𝑝(𝑧)上的函数𝑓(𝑧)的期望，即计算 

𝐸[𝑓] = ∫ 𝑓(𝑧)𝑝(𝑧)𝑑𝑧 

𝐸[𝑓] =
1

𝐿
∑𝑓(𝑧(𝑙))

𝐿

𝑙=1

 

 对于这个问题，蒙特卡罗方法是从概率𝑝(𝑧)中独立抽取 l 个样本𝑧(1), 𝑧(2), … , 𝑧(𝑙)，这样

期望即可通过有限和的方式计算，以此得到一个经验平均值。 

常见的采样方法： 

 均匀分布采样、逆变换采样、拒绝采样、重要采样、马尔科夫链蒙特卡罗方法、

Metrooplis-Hasting 方法、吉布斯采样。 

均匀分布采样： 

理解：样本点对应的分布是均匀分布的。 

 均匀分布指整个样本空间中的每一个样本点对应的概率（密度）都是相等的；根据样本

空间是否连续，又分为离散均匀分布和连续均匀分布。 

 均匀分布可以算是最简单的概率分布，几乎是所有采样算法都要用到的基本操作。 

 用线性同余法生成区间[0,𝑚 − 1]上的伪随机数序列： 

𝑥𝑡+1 = (𝑎 𝑥𝑡 + 𝑐) 𝑚𝑜𝑑 𝑚;𝑚 > 0、系数 0 < a < m、增量 0 ≤ c < m;0 ≤ x0 < 𝑚 

 一般计算机的程序都是确定的，无法产生真正意义上的完全均匀分布的随机数。 

逆变换采样 

理解：对于累计分布函数采样 ; 因 为 累 计 分 布 函 数 是 从 0~1 的𝑼， 且𝑃 = 𝜙(𝑧) =

∫ 𝑝(𝑧)𝑑𝑧
𝑧

∞
; 𝑃 ∈ [0,1] → 𝑧 → 𝜙−1(𝑼)。即通过对于密度函数分布→累计分布函数逆变换得到→

不同累计概率分布时对应的值。 

 逆变换采样：又称为逆概率积分变换、逆变换法，是伪随机数采样的一种基本方法，从

基本的均匀分布产生简单分布。 
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 待采样目标分布为𝑝(𝑥)，它的累计分布函数为𝑧 = 𝜙(𝑥) = ∫ 𝑝(𝑢)𝑑𝑢
𝑥

−∞
，则逆变换采样法

步骤为：1.从𝑈(0,1)产生一个随机数𝑧𝑖; 

  2.计算逆函数𝑥𝑖 = 𝜙
−1(𝑧𝑖);循环上述步骤，产生更多样本。 

 

定理：设 y 是一个连续随机变量，概率密度函数为𝑝(𝑦),累计分布函数为ℎ(𝑦) = 𝑃(𝑦)，则𝑧 =

ℎ(𝑦)是定义在区间0 ≤ 𝑧 ≤ 1上的均匀分布，即𝑝(𝑧) = 1(0 ≤ 𝑧 ≤ 1)即 U[0,1]与 P(y)等价。 

证明：ℎ(𝑦)是累计分布函数，则0 ≤ 𝑧 = ℎ(𝑦) ≤ 1，且ℎ(𝑦)是单调递增函数； 

 z 的累计分布函数：𝑃(𝑧 ≤ 𝑍) = 𝑃(ℎ(𝑦) ≤ 𝑍) = 𝑃(𝑦 ≤ ℎ−1(𝑍)) = ℎ(ℎ−1(𝑍)) = 𝑍 

（累计概率分布 z 的值 小于等于 Z（const var） 的概率是 Z） 

𝑃(𝑧) =
𝑑𝐹(𝑧)

𝑑𝑍
= 1 (0 ≤ 𝑧 ≤ 1) 

拒绝采样： 

理解：这里累计分布函数逆变换可能比较难于求得，我们首先找到一个简单的概率分布，覆

盖原来的概率分布，再在简单的概率分布中取样，得到要求的概率分布。 

 首先在简单概率分布中抽取𝑧0,（可通过逆变换采样）再在[0, 𝑘𝑞(𝑧0)]上进行抽样。 

 拒绝采样，又称为接受-拒绝采样，基本思想是用一“更大的概率分布”或“更简单的概率

分布”𝒒(𝒛)覆盖原本的概率分布，这个更简单的概率分布比较方便采样（如正态分布） 
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 𝑝(𝑧) =
1

𝑍𝑝
𝑝′(𝑧)为采样分布，𝑝′(𝑧)为已知分布，𝑍𝑝归一化因子 

 引入较简单分布𝑞(𝑧)，称为提议分布，从中可以较容易采样。 

 引入常数 k，对任意 z 满足𝑘𝑞(𝑧) ≥ 𝑝′(𝑧)，𝑘𝑞(𝑧)称为比较函数 

步骤：1.从𝑞(𝑧)采样生成一个样本𝑧0 

 2.生成区间[0, 𝑘𝑞(𝑧)]上的均匀分布的一个样本𝑢0 

 3.如果𝑢0 > 𝑝′(𝑧0)，则该样本被拒绝；否则𝑧0被接受 

 4.重复以上过程得到[𝑧0, 𝑧1, … , 𝑧𝑛]即是对𝑝(𝑧)的一个近似 

 

 在上述拒绝采样方法中，z 的原始值从概率分布𝑞(𝑧)中生成，这些样本之后被接受的概

率为
𝑝′(𝑧)

𝑘𝑞(𝑧)
,因此，样本被接受的概率为：𝑝(𝑎𝑐𝑐𝑒𝑝𝑡) = ∫ {

𝑝′(𝑧)

𝑘𝑞(𝑧)
} 𝑞(𝑧)𝑑𝑧 =

1

𝑘
∫ 𝑝′(𝑧)𝑑𝑧 

 原则上 k 可以取得很大，从而满足总能全覆盖，但是不难发现，k 取得越大，拒绝概率

也更高；因此，选取的 k 还要尽可能的小，并且使得𝑘𝑞(𝑧)恰好能覆盖𝑝′(𝑧) 

 即：k 尽可能小，采样的有效率越高。 

举例： 
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重要采样(Importance Sampling) 

理解：为了求解期望，将原来难于求解的𝑝(𝑧)变成
𝑝(𝑧)

𝑞(𝑧)
∗ 𝑞(𝑧),其中𝑞(𝑧)为容易采样的函数，而
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且，我们希望落在𝑝(𝑧)较大的区域或者𝑓(𝑧)𝑝(𝑧)较大的区域。重要性采样的关键就在这里，

把对 f(x)不好求的期望，变成了一个在另一个分布下相对好求的期望。 

 重要采样方法提供了一种直接近似期望的框架，它本身不是一种从概率分布𝑝(𝑧)中采样

的方法。 

 重要采样基于以下假设：直接从𝑝(𝑧)中采样非常困难或无法完成，但对于任一给定的 z

值，可以很容易地计算𝑝(𝑧)值。 

 仿照拒绝采样的思路，可以利用提议分布；与拒绝采样不同的是：提一分部要使用最优

的采样函数，不用全部覆盖原分布函数；并且所有生成的样本都会被保留。 

 如果有服从𝑝(𝑧)的 L 个独立样本𝑧(𝑙)(1, . . , , 𝐿)，可近似计算 

𝑎𝑣𝑔 𝑓 =
1

𝐿
∑ 𝑓(𝑧(𝑙))𝐿
𝑙=1 或𝐸(𝑓) = ∑ 𝑝(𝑧(𝑙))𝑓(𝑧(𝑙))𝐿

𝑙=1  

 以上方法明显的缺陷是当 z 的维度较高时，需要采样的点数会很多；其次，在高维空间

的均匀采样效率低。 

 我们希望选择落在𝑝(𝑧)较大的区域内的点或者𝑓(𝑧)𝑝(𝑧)较大 

 我们可以利用从提议分布𝑞(𝑧)采样的样本{𝑧(𝑙)}表达期望 

𝐸(𝑓) = ∫ 𝑓(𝑧)𝑝(𝑧)𝑑𝑧 = ∫ 𝑓(𝑧)
𝑝(𝑧)

𝑞(𝑧)
𝑞(𝑧)𝑑𝑧 ≈

1

𝐿
∑

𝑝(𝑧(𝑙))

𝑞(𝑧{𝑙})
𝑓(𝑧(𝑙))

𝐿

𝑙=1

  

理解：这里为什么是
1

𝐿
,因为𝑄(𝑧)在𝑈[0,1]采样后的分布，天然符合 q(z),即取到每个点的概率

都相同，所以这里是
1

𝐿
。 

 𝑟𝑙 =
𝑝(𝑧(𝑙))

𝑞(𝑧(𝑙))
称为重要性权重，修正由于从错误概率分布中采样引出的偏差。 

 引入𝑝(𝑧) =
1

𝑍𝑝
�̌�(𝑧), 𝑞(𝑧) =

1

𝑍𝑞
�̌�(𝑧);�̌� =

�̌�(𝑧)

�̌�(𝑧)
 

𝐸(𝑓) = ∫ 𝑓(𝑧)𝑝(𝑧)𝑑𝑧 =
𝑧𝑞

𝑧𝑝′
∫ 𝑓(𝑧)

�̌�(𝑧)

�̌�(𝑧)
𝑞(𝑧)𝑑𝑧 ≈

𝑍𝑞

𝑍𝑝

1

𝐿
∑�̌�𝑓(𝑧(;))

𝐿

𝑙=1

 

𝑍𝑝

𝑍𝑞
=
1

𝑍𝑞
∫ �̌�(𝑧)𝑑𝑧 = ∫

�̌�(𝑧)

�̌�(𝑧)
𝑞(𝑧)𝑑𝑧 ≈

1

𝐿
∑�̌�𝑙

𝐿

𝑙=1

 

 因此： 

𝐸(𝑓) ≈∑𝜔𝑙𝑓(𝒛
(𝑙))

𝐿

𝑙=1

;  𝜔𝑙 =
�̌�𝑙

∑ �̌�𝑚𝑚
=

�̌�(𝑧(𝑙))/𝑞(𝑧(𝑙))

∑ �̌�(𝑧(𝑚))/𝑞(𝑧(𝑚))𝑚

 

马尔科夫蒙特卡罗方法（MCMC） 

 拒绝采样和重要性都使用了另一个容易采样的分布𝑞(𝑧)进行计算。在某些学习算法中，

概率分布𝑝(𝑧)往往会被表示成无向模型。为了从分布𝑝(𝑧)中近似采样，会利用马尔科夫链进

行蒙特卡罗估计。这种方法被称为马尔科夫蒙特卡罗估计方法。 

 待采样分布表示为𝑝(𝑧) =
1

𝑍𝑝
�̌�(𝑧),�̌�(𝑧)容易计算 
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 MCMC 方法假设一个提议分布，此分部依赖于现有状态𝑞(𝑧|𝑧(𝜏)), 𝜏为当前时刻索引；提

议分布尽可能简单，可以从中直接采样。 

 在计算的每一个循环，从提议分布中产生样本，然后根据一定的概率接受此样本。 

Metropolis/ Metropolis-Hastings 算法 

 
理解：这个算法主要是构造细致平稳性地马尔可夫链（即提议分布是对称的）在 i 到 j 的转

移过程中𝜋(𝑖)𝑞(𝑗|𝑖)𝛼(𝑗|𝑖);其中𝛼(𝑗|𝑎)表示接受概率。我们假设马尔科夫链的转移方式是以提

议分布𝑞来进行的。 

�̌�(𝑧(𝜏))𝑞(𝑧(∗)|𝑧(𝜏))�̌�(𝑧(∗))𝑞(𝑧(𝜏)|𝑧(∗)) = �̌�(𝑧(∗))𝑞(𝑧(𝜏)|𝑧(∗))�̌�(𝑧(𝜏))𝑞(𝑧(∗)|𝑧(𝜏)) 

→ �̌�(𝑧(𝜏))𝑞(𝑧(∗)|𝑧(𝜏)) ∗
�̌�(𝑧(∗))𝑞(𝑧(𝜏)|𝑧(∗))

�̌�(𝑧(𝜏))𝑞(𝑧(∗)|𝑧(𝜏))
= �̌�(𝑧(∗))𝑞(𝑧(𝜏)|𝑧(∗)) 

即其会依据
�̌�(𝑧(∗))𝑞(𝑧(𝜏)|𝑧(∗))

�̌�(𝑧(𝜏))𝑞(𝑧(𝜏))
的概率进行状态转移 

 

 在基本 Metropolis 算法中，假设提议分布是对称的，即𝑞(𝑧𝐴|𝑧𝐵) = 𝑞(𝑧𝐵|𝑧𝐴) 

 候选样本的接受概率定义为𝐴(𝑧∗, 𝑧(𝜏)) = min{1,
�̌�(𝑧)

�̌�(𝑧(𝜏))
} 

 在 Metropolis-Hastings 算法中，假设提议分布不是对称的，即𝑞(𝑧𝐴|𝑧𝐵) ≠ 𝑞(𝑧𝐵|𝑧𝐴) 

 候选样本的接受概率定义为𝐴(𝑧∗, 𝑧(𝜏)) = min{1,
�̌�(𝑧∗)𝑞(𝑧(𝜏)|𝑧∗)

�̌�(𝑧(𝜏))𝑞(𝑧∗|𝑧(𝜏))
} 

流程： 

初始化：最大迭代次数 T,需要样本数目 n，初始化样本𝑧(0)~𝑞(𝑧),循环迭代以下过程： 

 1.从条件概率分布𝑞(𝑧|𝑧(𝜏))中采样得到样本值𝑧∗ 

 2.从均匀分布中采样𝑢~(0,1) 

 3.如果𝐴(𝑧∗, 𝑧(𝜏)) > 𝑢,则接受𝑧∗，即𝑧(𝜏+1) = 𝑧∗；否则𝑧∗被舍弃，且𝑧(𝜏+1) = 𝑧(𝜏)’（实现时

只保留一个重复样本，记录重复次数） 

 4.如果未达到最大迭代次数，循环上述过程；否则停止。 
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算法流程： 

  

 

Gibbs 采样 

理解：可以看成多维下的马尔科夫链蒙特卡罗方法。转移函数满足蒙特卡罗算法要求。 

 Gibbs 采样是一种广泛应用的马尔科夫链蒙特卡罗算法，也可以被看做 Metropolis-

hasting 算法的一个具体形式。 

 待采样分布为：𝑝(𝑧) = 𝑝(𝑧1, 𝑧2, . . , 𝑧𝑀) 

 吉布斯采样的每一步将一个变量的值替换为以剩余变量的值为条件，从这个概率分布中

采样那个变量的值。即将𝑧𝑖替换为从概率分布𝑝(𝑧𝑖|𝑧≠𝑖)中抽取的值。𝑧≠𝑖表示𝑧1, . . , 𝑧𝑀去掉𝑧𝑖。 

𝜋 (𝑥1
(1), 𝑥2

(1)
)𝜋 (𝑥2

(2)|𝑥1
(1)
) = 𝜋 (𝑥1

(1)
)𝜋 (𝑥2

(1)|𝑥1
(1)
)𝜋 (𝑥2

(2)|𝑥1
(1)
) = 𝜋 (𝑥1

(1), 𝑥2
(2)
)𝜋 (𝑥2

(1)|𝑥1
1) 
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例如，假设有一个在三个变量上的概率分布𝑝(𝑧1, 𝑧2, 𝑧3) 

 首先将𝑧1
(𝜏)

替换为新值𝑧1
(𝜏+1)

，这个新值是从条件概率分布布𝑝(𝑧1|𝑧2
(𝜏)
, 𝑧3
(𝜏)
)中采样得到

的， 

 接下来，将𝑧2
(𝜏)

替换为𝑧2
(𝜏+1)

,这个新值是从条件概率分布𝑝(𝑧2|𝑧1
(𝜏+1), 𝑧3

(𝜏)
)中采样得到的，

即𝑧1的新值可以再接下来的采样步骤中直接使用。 

 然后再用𝑧3
(𝜏+1)

更新𝑧3
(𝜏)

，其中𝑧3
(𝜏+1)

是从𝑝 (𝑧3|𝑧1
(𝜏+1), 𝑧2

(𝜏+1)
)中进行采样的。 

 以此类推，在这三个变量之间进行循环。 
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